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Abstract: Web marketing is one of the important company activities. Here, its data is often

high dimension and sparse. This sparseness disturbs the analysis of web marketing. To alleviate

this problem, various approaches are studied. For example, clustering of users and items are used

to improve collaborative filtering results. Predictor variable reduction is used to estimate user’s

response from web-advertisement. In this paper, we classify purposes of web marketing in three

objective (i.e., Customer Attraction, Customer Retention, and Cross-Sales), and survey solutions

for sparse data problem for each objective.

1 はじめに

[2]は、Webサーバに蓄積されるデータをマーケティ
ングに利用する目的を Customer Attraction(新規顧客
獲得), Customer Retention(顧客維持), Cross-Sales(購
買単価促進)の三つに分類した。
マーケティングやCRMという広い概念をカバーする

上で、この 3分類に上手くあてはまらない事例もありえ
るが、1) Customer Relationship Management(CRM)

分野の論文をまとめたサーベイ研究 [7] においても、
Customer Attractionの施策として Direct Marketing

を、Customer Retention の施策として Loyalty Pro-

gram, Cross-Salesの施策としてMarket basket analy-

sisを上げている、2) 物理的にWebサーバで取得可能
なデータに関する研究 [2]なども、この分類に従ってい
る、3) 実際に企業が利用しているWebマーケティン
グ施策もこの三つの分類に沿ったものが多く見られる、
など、この 3分類はWebマーケティング施策を分類概
観する上で有意義な分類であると考えられる。
本論文ではこの 3分類に沿って提案されている施策

や手法を概観し、疎データに対する解決法を整理する。

2 Webマーケティングと疎データ

Customer Attractionの重要な施策として広告が挙
げられる。特に広告のクリック率を予測し自動的に配
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信を最適化する Computational Advertisementの分野
には数多くの研究がなされている (例えば、[1, 3, 9] )。
ここで重要な点は、数十万種類の検索クエリに応じて、
何万の種類の広告から検索結果画面に表示する広告を
選ぶ検索連動型広告のデータはほとんどが疎である事
である。つまり、Web広告の掲載データでは一般的な
クリック率は数%以下であることが多く、多次元かつ
希少発生な現象を取り扱うことになる。従って様々な
論文において疎データの問題が言及され、様々な対策
が提案されている。
Customer Retention の施策としては Loyalty Pro-

gramが挙げられる。具体的に言うとポイントシステム
であり、特に eコマースを中心に多くの企業が実施し
ている。基本的にはポイント付与による顧客維持の効
果を評価し、適切なポイント付与率を調整していくこ
とになるが、疎データの問題について言及している論
文は見当たらなかった。これは顧客維持におけるポイ
ントシステムの貢献度という可視化しにくい情報をど
のように評価するのかが研究の主眼に置かれている事
と、サンプルがポイントシステムの加入ユーザのため
何らかの商品の購買履歴があるため、広告データほど
には疎になりにくく、問題になることが少ない為だと
考えられる。
Cross-Salesの具体的な施策としてレコメンドシステ

ムが挙げられる。全商品アイテムの顧客のユーザの購
買履歴データから、ユーザとアイテムの推定購買率な
どをスコア化し、推定値の高いアイテムをWeb サイ
ト上に表示する。この購買履歴データは多次元になる。
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図 1: Webマーケティングの目的・施策・手法

ほとんどのWebサイト訪問ユーザは商品を買わないか
買っても数個以内になるので疎データになる。レコメ
ンドシステムに関する論文にも疎データへの対処につ
いて言及するものが多い (例えば、[8, 10])。
レコメンドシステムについては今日ではPersonaliza-

tionの分野として研究が盛んになってきている [6]。こ
の分野では、単に Cross-Sales だけを目的とせずユー
ザ一人一人に最適なWeb表示を実現することで Cus-

tomer Attention, Customer Retention, Cross-Salesを
同時に改善するための包括的な施策として扱われてい
る。利用されている手法には Collaborative Filltering

や Association rulesなどが挙げられる。しかし、適応
範囲はより広くなり購買履歴だけではなくなっている。
そのユーザが次に見るであろう URLを予測してナビ
ゲーションの改善を実現するなど、Webサイト全体を
改善する手法となっている。
これまでの議論をまとめると図 1のようになる。以

下では、疎データが大きな課題となっている Compu-

tational Advertisementと Personalizationについて整
理する。

3 Computational Advertisement

の疎データ問題

Computational Advertisement(CA)は機械学習の技
術を応用してインターネット広告の収益化とその広告
効果を改善するため研究分野である。対象となる広告と
して検索連動型広告とディスプレイ広告に大きく分か
れ、ユーザからの広告クリック率や広告からWebサイ
ト訪問後の購買率の予測モデルが多く提案されている。
検索連動型広告のクリック率推定において重要な課

題になるのは、数の少ない検索クエリ (ロングテール)

である。原則として、(クエリ,　広告)のセットごとに
予測クリック率を計算する問題である。しかし、検索

クエリは多様であり広告主の数に比例して掲載候補広
告の数は増えていく。特にロングテールにおいて掲載
実績データはほとんどない。

3.1 [5]による分類

この疎データの問題に対して、[5]によると以下のよ
うなアプローチが取られている。

• Feature-based modeling

• Similarity-based collaborative filtering

• Matrix factorization

Feature-based modelingは、検索クエリと掲載候補
広告を変数で表現することで、数万種類以上のクエリ
と広告を数十程度の次元に圧縮するアプローチである。
例えば、検索クエリや広告文言に対して何らかの判別
ロジックを施し、抽出されたワードカテゴリやフレー
ズやトピックなどを変数として扱う。これにより、学習
データの次元数は判別した変数の数に圧縮される。次
元圧縮した学習データに対してロジスティック回帰な
どを施してクリック率を予測する [9]。このアプローチ
については、我々も実際のWebマーケティングデータ
を用いた提案 [11]を行っており、3.2で概説する。
Similarity-based collaborative filteringは、掲載実績

データのない広告や、ロングテールの検索クエリに対
してクリック率を予測する際に、十分に実績データのあ
る類似する広告とクエリを見つけ出し、その実績デー
タに基づいてクリック率を予測する。類似の広告とク
エリを見つけ出す際には、k-nearest neighborなどが使
われる。これについては、後述の Personalizationにお
いて詳しく説明する。Matrix factorizationは、検索ク
エリと掲載候補広告の掲載実績データを基に、SVDを
ベースにした潜在因子行列を推定するアプローチであ
る。これについても、後述の Personalizationにおいて
詳しく説明する。

3.2 ポアソン分布を仮定した誤差推定

我々は、広告配信対象ユーザの年齢・性別・興味関
心などの変数に基づいて、ポアソン回帰による商品購
買率分析を行った [11]。この中で疎データの問題に対
処するため、AICを基準としたステップワイズ法によ
る変数削減を行った。
ユーザーの購買行動は、商品やサービスをWeb上で

閲覧し、購買や申込みなどを実際に行うか行わないか
の二値で計測される。従ってその計測数 (以下コンバー
ジョン数と記す)は発生確率 pi の二項分布に従うと考
える事ができる。計測されたコンバージョン数を ci、商



品・広告の接触数を ni とすると、計測 CVRは ci/ni

となる。ここで接触数とは、購買履歴データでは各商
品の詳細ページの閲覧数、広告データでは各広告のク
リック数がそれぞれ該当する。
この計測CVRが発生確率piの二項分布Binominal(pi)

からたまたま計測された値であると考えると、pi の真
の値の推定値 p̂iは ci/niとなり、二項分布の確率 piの
推定値である CVRの標準誤差は計測値に含まれる誤
差に相当すると考えられる。ここで二項分布における
ci の平均と分散は、定理より以下で求められる。

E[ci] = nipi (1)

V ar[ci] = nipi(1− pi) (2)

式 (2)より計測 CVR(p̂i)の分散は以下で求められる。

V ar[p̂i] = V ar[
ci
ni

] =
nip̂i(1− p̂i)

n2
i

=
p̂i(1− p̂i)

ni
(3)

式 (3)の平方根が計測 CVRである p̂i の標準誤差とな
り、この値が小さいほど計測 CVRに含まれる誤差が
小さくなると考えることが出来る。
[11] では、ある CVR 評価セグメント i で計測され

た CVRに含まれる標準誤差Eiを以下のように定義し
た上で、計測された CVRを評価する上での指標値と
した。

Ei =

√
p̂i(1− p̂i)

ni
(ただし, p̂i = ci/ni) (4)

上記の定式化のもとで、CVR評価のための計測デー
タが疎となっている問題に対して、既存の CVR評価
セグメントをまとめることで評価セグメントを再定義
し、セグメント内のデータ量を増加させることで解決
を試みる。
具体的には既存の評価セグメントはセグメント間で

共通の属性情報を持つ。例えば広告システムのデータ
であれば、広告配信対象のユーザーの性別、年齢、居
住地などが属性情報に該当する。既存の評価セグメン
トはこの属性の組み合わせでグループ分けされており、
例えば女性× 20代×東京在住でひとつの広告となり、
これがCVR評価セグメントとなる。提案手法では、不
要な属性を削除することでセグメント分割を抑制し、
大きなセグメントに再定義しなおすことで、疎データ
の状況を改善する。
例えば、既存の広告セグメントが {女性, 男性 } ×

{20代, 30代, 40代 }× {東京,大阪, 京都 }の属性で構
成されていたとする。この既存広告セグメントの数は
2*3*3=18個となる。この時、属性の中からCVR評価
に与える影響の小さい属性を除外してもCVR評価に大
きな影響を与えない。例えば、CVR評価への影響が小
さい属性が {女性, 男性, 30代, 40代 }だったとする。

セグメントID

年齢：

10-19

年齢：

20-29

エリア：

東京

…

クリック

数

CV数

ad01

0 0 0 … 500 0

ad02

0 0 1 … 600 2

ad03

0 1 0 … 450 4

ad04

0 1 1 … 300 2

ad05

1 0 0 … 800 1

ad06

1 0 1 … 950 2

ad07

1 1 0 … 50 0

ad08

1 1 1 … 150 2

… … … … … … …

AIC 1,000

セグメントID

年齢：

10-19

年齢：

20-29

エリア：

東京

…

クリック

数

CV数

ad01+ad02

0 0 - … 1,100 2

ad03+ad04

0 1 - … 750 6

ad05+ad06

1 0 - … 1,750 3

ad07+ad08

1 1 - … 200 2

… … … … … … …

AIC 950

①左記のデータに対して、以

下のモデルに従うポアソン回

帰分析を行う。

②回帰結果のAICの値が改善

する説明変数��を探索し削除
する。

③AICの値が改善し続けるま

で上記①②を繰り返す。結果、

広告セグメントの数が減り、各

セグメントのデータ量が増える。

log ���� = 	
 +�	
�

��
��	

��	 ��	 ��	

②

図 2: ステップワイズ法による広告セグメントの再定義
方法

この時、CVR評価のための広告セグメントは {‐ } ×
{20代, その他 } × {東京, 大阪, 京都 }と再定義でき
る。この再定義された広告セグメントの数は 1*2*3=6

個となる。既存の広告セグメント数 18個から減少し、
再定義セグメントの個々のデータ量は増加する。
CVR 評価への影響の小さい属性情報を削除するに

は、計測 CVRを目的変数、広告属性を説明変数とす
る回帰分析を行い、回帰結果に対してステップワイズ
法による変数選択を行う (図 2)。
変数選択の結果、CVR評価に対して影響の少ない属

性を取り除き (例えば「エリアが東京であるか否か」を
セグメントに利用する属性から削除し)、複数のゼグメ
ントを１つに纏め (図 2では ad01と ad02セグメント
等を１つにまとめている)、再定義セグメントの個々の
データ量を増加させる。
この際の回帰分析としてはポアソン回帰分析を採用

した。利用したポアソン回帰式を以下に示す。

logCV Ri = log
ci
ni

= β0 +
J∑

j=1

βjxij (5)

(5)式にあるβは回帰係数を表し、xij は CVR評価
セグメント iのもつ属性情報 jのダミー変数である。こ
れは説明変数を線形一次結合させたポアソン回帰分析
である。この回帰分析の結果生成されたモデルに対し、
AICを基準としたステップワイズ法で変数選択を行う。
実際のマーケティングデータに適用し、この変数削

減により推定された購買率の標準誤差率が 80.97%だっ
たものが 64.5%までに改善できた。

4 Personalizationの疎データ問題

Personalizationの手法を大別すると Content-Based

Recommendations(CBR)とCollaborative Filtering(CF)



がある。前者はそのユーザが過去に選択したアイテム
に基づいてレコメンドされるのに対し、後者は同じ嗜
好をもったユーザ群が選択したアイテムに基づいてレ
コメンドされる。
CBRにはユーザが選択したことのない属性しか持た

ないアイテムをレコメンドすることが出来ないと言う
欠点がある。疎になっている領域については、そもそも
レコメンドの対象外となってしまう。これは一人のユー
ザにとって、多くのアイテムが疎 (つまり未体験)にな
るWebマーケティングにおいて大きな欠点である。こ
の欠点を補ったのが CFである。これは類似した他の
ユーザのデータを利用するため前述の欠点を克服でき
る。広く使われている方法として k-nearest neighbor

がある。

4.1 Collaborative Filtering

以降では、Web通販サイトを想定し、購買履歴デー
タからユーザへどの商品をレコメンドする際の CFの
ロジックを確認していく。uをターゲットユーザ、vを
他のユーザとし、各商品 iについてそれぞれのユーザ
の購買数を ru,rvとすると、uと vの相関性は以下の数
式で表現される。

s(u, v) =

∑
i((ru,i − ru)(rv,i − rv))√∑

i((ru,i − ru)2)
√∑

i((rv,i − rv)2)
(6)

ここから、k-nearest neighborで選ばれた neighbor

集団 V 内の各ユーザ vについて、商品 iのターゲット
ユーザ uに対するレコメンドスコアは以下のように定
義することが出来る。

p(u, i) = ru +

∑
v s(u, v)(rv,i − rv)

|
∑

v s(u, v)|
(7)

以上は、ユーザ間の類似性を利用した user-base の
ものであるが、ほぼ同様の理論をアイテム間の類似性
に応用した item-baseも存在する。CFによりユーザが
選んだことのないアイテムをレコメンドすることが可
能になり、疎データの問題が緩和されたといえる。こ
れはクラスタリングを施すことで、CBRでは探査不可
能だった疎の領域についても計算可能になったことに
よる。

4.2 Matrix Factorization

Web Personalizationにおける疎データ問題に対して
のもう一つの解決法としてMatrix Factorization(MF)

がある [4]。これは Netflix Prize contestでの映画のレ
コメンド部門でグランプリを受賞した手法である。こ

表 1: ユーザ×映画の評価スコア行列 Rum の例
Movie1 Movie2 Movie3

User1 5

User2 4

User3 2 5

User4 1 4

User5 4

User6 3 2

の手法は映画視聴サイトの会員ユーザが視聴した映画
につけた 1～5点の評価スコアデータ (例えば、表 1の
ようなデータ)を基に、各会員がまだ視聴していない映
画をレコメンドする。世の中の映画コンテンツの膨大
であり、一人あたりのユーザが視聴できる数には限界
があるため、ユーザ×映画の評価スコアデータ Rumが
疎データとなっている事への対策に特徴がある。
MFのモデルは式 8で表すことができる。

rum = µ+ buser(u) + bmovie(m) + aum (8)

このモデルでユーザ uの映画mへの評価スコア rum
は、全体の平均評価スコア µ、そのユーザがつける評価
スコアの全体平均からの乖離 buser(u)(ユーザ個人の辛
辣度)、その映画が獲得した評価スコアの全体平均から
の乖離 (作品の一般的な魅力度)bmovie(m)と、SVD(特
異値分解) をベースにした映画とユーザの相性推定値
aum の 4項から成り立つ。しかし、疎データの問題に
ついて着目すると重要なのはこの 4項のうち、SVDを
利用したユーザ×映画の相性値 aum の推定になる。
説明のために、baseum = µ+buser(u)+bmovie(m)を

用い、式 8を以下のように変形整理する。また、baseum
の推定計算については、aum の推定の前に実データか
ら事前に求める必要がある。

aum = rum − baseum (9)

aum のユーザ×映画行列 Aの推定モデルを考える。
まず、ユーザと映画の相性を決定する潜在因子 f1,f2を
仮定する。ここで、潜在因子の次元数を 2としている
がこれは任意の数に設定できる。次に、ユーザ×潜在
因子の行列 Fuと映画×潜在因子の行列 Fmを想定し、
この内積で Aを表現できるとする。つまり行列式にす
ると式 10となる。

A = Fu× FT
m (10)

これを観測されたユーザ×動画の評価スコアデータ
Rumから baseumを引いて求めた行列Aについて適応
し、潜在因子行列 fu, fm の各要素の値を推定してい
く。このモデル式 10を図式にしたものが図 3である。



A m1 m2 m3

u1 0.00

u2 0.00

u3 -0.58 0.58

u4 -0.88 0.88

u5 0.00

u6 0.21 -0.21

=

Fu f1 f2

u1 fu11 fu21

u2 fu21 fu22

u3 fu31 fu23

u4 fu41 fu24

u5 fu51 fu25

u6 fu61 fu26

×
Fm m1 m2 m3

f1 fm11 fm21 fm31

f2 fm12 fm22 fm32

図 3: ユーザ×映画の相性行列の推定モデル

式 10に基づいて、潜在因子行列 Fu,Fm の各要素を
推定していく際には、何らかの誤差関数を設定してそ
れを最小化する。ここで疎（欠損部）を最適化計算にお
いて無視する事が、この方法の大きな特徴である。上
図では、例えばユーザ u2は映画m1を視聴していない
ため評価スコアデータが存在しないので誤差を計算す
ることが出来ず、推定計算が不可能になる。そこで、こ
の欠損部分の最適化計算を省略することでこの問題を
回避する。例えば誤差二乗和を用いる際、評価スコア
データが存在するユーザ uと映画 mの集合を S とす
ると、以下の指式を最小化することで k次の潜在因子
の各要素を推定する。

min :
∑

(u,m)⊂S

(aum −
∑
k

fuuk × fmmk)
2 (11)

MFはこのようにして、高次元かつ疎データであっ
た Aを、k次元の行列の内積で表現することで疎デー
タの問題を解消しており、現在では Personalization施
策に多く利用されるようになっている。また、実際に
は式 11に正則化項を追加したものが一般的に利用され
ている。

5 結論と今後の研究について

本論ではWebマーケティングデータの施策利用にお
ける疎データ問題についての解決法を概観してきた。
施策の目的は大きく Customer Attention, Customer

Retention, Cross-Sales の三つに分けられ、それぞれ
に対応する様々な施策が提案されている。その中でも
Computational AdvertisementとPersonalizationにお
いて特に疎データが課題となりやすい。
各施策を実現する上で、疎データを解決するために

様々な手法が提案されており、その中で一般的な手法

を確認した。その結果、どの手法についても疎データ解
決の方法には二つの要素があるように考えられる。そ
れは「次元圧縮」と「クラスタリング」である。
Computational AdvertisementのFeature-based mod-

elingでは検索クエリと配信候補広告に何らかの判別器
を施して変数抽出し回帰を行っていた。この抽出され
た変数について変数選択をすることで推定値の信頼誤
差率を改善できることを紹介した。また、Personaliza-

tionの手法であるMFも同様に SVDを使った次元圧
縮によって疎データを解決できる。CFについてはユー
ザ×商品の複雑データに対して k-nearest neighborに
よってユーザもしくは商品をクラスタ化した。これに
より同じクラスタ内の他のユーザの購買履歴を参照し、
データ量を増やすことで疎データを緩和しようとして
いると言える。
今後の研究方針としては、引き続きWebマーケティ

ングにおける疎データの問題についてアプローチしてい
きたい。施策だけではなく分析業務についても考察範囲
を広げることも重要である。ソーシャル・メディアの分析
やユーザの行動解析など分析業務の目的は多岐に渡る。
この分野においても疎データ問題を分析し、解決法を整
理していくことは有意義である。また、Computational

Advertisementや Personalizationといった代表的な施
策ではなく、例えばメールマガジン配信やメディアポー
トフォリオ分析などの施策について、疎データの問題
を確認し、上述の解決法を適応させていく上での知見
について調査していくのも有意義である。引き続き、
Webマーケティングについてデータに基づいた施策実
現について研究を進めていきたい。
....
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